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摘　要　推荐系统能够有效解决用户的个性化推荐问题，其中，协同过滤是近年来的主流方法．协同过滤

算法具有一定的局限性，因为需要在全部的物品中为用户进行推荐，而单个用户往往只对某些领域的物

品感兴趣．为了解决这个问题，提出了一种新的协同聚类模型，先将用户和物品根据兴趣或特征进行聚

类分组，然后在每个分组上进行相应的推荐．该模型主要包含２个模块：１）特征表示模块，用以发掘用户

的兴趣和物品的特征；２）根据该特征构建的图模型，用来求解最终的聚类分组．通过在３种公开数据集

上与其他算法进行性能比较，验证了这种协同聚类模型能够显著提高推荐系统预测与推荐的准确度．
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　　互联网 的 蓬 勃 发 展 促 使 信 息 总 量 呈 现 指 数 上

升，这使得互联网用户从庞杂的信息中获取有用的

信息变得越来越困难．推荐系统能够根据用户的特

点和兴趣有针对性地为他们推荐有价值的信息．因

此推荐系统的作用越来越突出，已经被应用到商品

推荐等诸多领域中．
协同过滤（ｃｏｌｌａｂｏｒａｔｉｖｅ　ｆｉｌｔｅｒｉｎｇ，ＣＦ）［１－３］算法

是推荐系统中一种被广泛采用的算法．与传统基于

内容（ｃｏｎｔｅｎｔ－ｂａｓｅｄ）［４］的 推 荐 算 法 不 同，协 同 过 滤

算法不需要用户的个人资料以及物品本身的信息，

仅仅利用用 户 和 物 品 之 间 的 交 互 关 系（如 点 击、浏

览、评分等）就能做出准确的推荐．在用户越来越重

视个人信息安全的形势下，协同过滤算法相比基于

内容的推荐算法具有更大的优势．
传统的协同过滤算法在取得一定性能的同时仍

然存在一些问题．例如数据的高稀疏性使得算法的

推荐性能难以提高，对此研究人员提出一种基于聚

类的协同过滤算法，通过对用户和物品进行聚类，将
有相同爱好的用户和相同特征的物品分为一组，然

后在各个分组上分别利用协同过滤算法进行推荐．
但是，大部分聚类方法都只允许用户或者物品属于

一个分组，而现实中一个用户可能有多种爱好并且

一个物品可能具备多种特征，因此只允许用户和物

品属于一个分组具有很大的局限性．
基于上述考虑，本文提出了一种基于特征的协

同聚类模型，它充分利用用户与物品之间的交互信

息来挖掘它们的潜在特征，并根据这些特征将他们

分配到合适的多个分组中．例如某用户同时喜欢喜

剧电影与动作电影，则应该将该用户分配到喜剧和

动作这２个分组中去．这种聚类方式充分利用了用

户和物品的特征，使得聚类的结果更加可信．最后将

本文算法得到的聚类结果使用传统的协同过滤算法

进行推荐，通过与多种最新算法在３种公开数据集

上的比较，验证了本文提出的模型能够显著提高预

测与推荐的准确度．
本文的主要贡献有２个方面：

１）提出一种 快 速 提 取 用 户 以 及 物 品 特 征 的 方

法以及给出该方法的求解过程；

２）提出一种 图 模 型 将 用 户 评 分 信 息 与 特 征 信

息结合，用来计算最终的聚类结果．

１　相关工作

Ｂｒｅｅｓｅ等人［５］将协同过滤推荐算法分为２种类

型：基于内存（ｍｅｍｏｒｙ－ｂａｓｅｄ）的协同过滤算法与基

于模型（ｍｏｄｅｌ－ｂａｓｅｄ）的协同过滤算法．
基 于 内 存 的 协 同 过 滤 算 法 主 要 是 通 过 寻 找 用

户［６］或者物品［７］之间的相似性来进 行 推 荐，虽 然 这

种推荐系统实现简单并且很有效，但是它还存在很

多问题，比如无法有效处理大规模数据以及高稀疏

性的数据．为了解决基于内存的协同过滤算法的这

种问题，许多基于模型的协同过滤算法被提出，比如

贝叶斯 模 型［８］、基 于 回 归 的 模 型［９］、潜 在 语 义 模

型［１０］、聚类模型［１１－１２］和矩阵分解模 型［１３］．在 这 些 模

型中，矩阵分 解 模 型 被 广 泛 使 用，比 如 著 名 的ＳＶＤ
（ｓｉｎｇｕｌａｒ　ｖａｌｕｅ　ｄｅｃｏｍｐｏｓｉｔｉｏｎ）［１４］模型、ＮＭＦ（ｎｏｎ－
ｎｅｇａｔｉｖｅ　ｍａｔｒｉｘ　ｆａｃｔｏｒｉｚａｔｉｏｎ）［１５］ 模 型、ＭＭＭＦ
（ｍａｘｉｍｕｍ　ｍａｒｇｉｎ　ｍａｔｒｉｘ　ｆａｃｔｏｒｉｚａｔｉｏｎ）［１６］、ＮＰＣＡ
（ｎｏｎｐａｒａｍｅｔｒｉｃ　ｐｒｏｂａｂｉｌｉｓｔｉｃ　ｐｒｉｎｃｉｐａｌ　ｃｏｍｐｏｎｅｎｔ
ａｎａｌｙｓｉｓ）［１７］等，它们在处理大规模数据时有着杰出

的表现，但是推荐系统数据高稀疏性的特点仍旧限

制了这些算法性能．
为了克服数据的高稀疏性等问题，基于聚类的

协同过滤算法被提出．聚类的协同过滤算法首先将

用户与物品进行适当的聚类分组，然后在每个分组

上分别使用协同聚类算法进行推荐．由于互联网的

发展，越来越多的算法在对用户物品进行聚类时，加
入了很多额外的信息来增强聚类性能［１８－２２］，比如产

品分类信息［２３］、用户信任网络［２４］等．但是这些额外

的信息有时候并不能增加聚类的准确度，比如某用

户购买了某件商品，他的好友们可能不会对这件商

品感兴趣，因此本文的聚类过程仅仅使用了隐式反

馈信息，如用户物品评分．这种只使用隐式反馈信息

的聚类算法一般分为３种：基于用户的聚类、基于物

品的聚类以及双侧聚类．
基于用户的聚类算法是根据用户的相似度将最

相似的若干用户分为一组，在为具体的用户进行推

荐时只考虑 用 户 所 在 的 分 组．例 如Ｓａｒｗａｒ等 人［２５］

就是将全部的用户根据相似度进行聚类，并将每一

个聚类结果中的用户视为邻居；Ｘｕｅ等人［２６］则是通

过训练数据将用户进行聚类，为每个用户挑选出最

９０５１张　飞等：一种基于特征的协同聚类模型



好的若 干 邻 居 并 学 习 出 预 测 矫 正 信 息，然 后 利 用

这些矫正信息以及邻居来为具体的用户进行推荐；
相反，基于物品的聚类算法则是根据物品之间的相

似度 来 进 行 聚 类，例 如 Ｏ＇Ｃｏｎｎｏｒ等 人［２７］提 出 的

方法．
除了上述的一些单侧聚类算法外，还有一些基

于双侧聚类的聚类算法，这与本文的主要方法一致，

Ｕｎｇａｒ等 人［２８］通 过 使 用 吉 比 斯 采 样 与ｋ－ｍｅａｎｓ方

法对用户与物品进行聚类，该方法在模拟数据上有

一定 的 效 果，但 是 在 真 实 数 据 上 却 不 乐 观；Ｇｅｏｒｇｅ
等人［２９］则是对用户物品同时聚类，然后根据聚类分

组中的平均打分以及用户自身的矫正量来进行最后

的推荐；除了以上这些单类聚类算法外，Ｘｕ等人［３０］

还提出了一种多类协同聚类算法，它与本文核心思

想一致：允许用户和物品同时属于多个分组．但是它

的聚类原理比较片面，仅仅考虑用户对物品的评分

而忽略了用户自身的特点与物品自身的特点．

２　基于特征的协同聚类模型

本文提出的基于特征的协同聚类算法主要框架

及其在推 荐 系 统 中 的 作 用 如 图１所 示，主 要 包 括

２个模块：１）一个特征表示模型，用来挖掘用户的兴

趣以及物品的特征；２）一个图模型，利用挖掘出来的

特征以及用户的评分信息计算最终的聚类结果．在

推荐系统中，可以先利用本文算法完成数据的聚类

工作，再将聚类的结果应用到推荐模型中，从而提高

最终的推荐性能．

Ｆｉｇ．１　Ｔｈｅ　ｆｒａｍｅｗｏｒｋ　ｏｆ　ｔｈｅ　ｐｒｏｐｏｓｅｄ　ｍｅｔｈｏｄ　ａｎｄ　ｉｔｓ　ｒｏｌｅ　ｉｎ　ｔｈｅ　ｒｅｃｏｍｍｅｎｄｅｒ　ｓｙｓｔｅｍ
图１　本文算法的框架及其在推荐系统中的作用

２．１　相似度的计算

通过图１可以发现在本文模型中需要计算用户

相似度与物品相似度，在推荐系统中，著名的基于相

似度 的 推 荐 算 法 如Ｉｔｅｍ－Ｂａｓｅｄ［７］，Ｕｓｅｒ－Ｂａｓｅｄ［６］等

所采用 的 相 似 度 算 法 主 要 是 余 弦 相 似 度、Ｐｅａｒｓｏｎ
相关系数以及约束Ｐｅａｒｓｏｎ相关系数等，它们的计

算方法如表１所示．
在表１中，ｓ和ｔ表示用户集合中的任意２位用

户且ｓ≠ｔ，Ｉｓｔ表示ｓ和ｔ共同评分过的物品集合，珡Ｔｓ
和珡Ｔｔ 分别表示用户ｓ和ｔ在Ｉｓｔ上的平均打分，Ｔｍｅｄ
表示推荐系统所采用的评分制中值．

从表１可以看出，当Ｉｓｔ＝时，也即用户ｓ和ｔ
之间不存在共同打分过的物品，那么这３种相似度

算法都无法计算ｓ和ｔ的相似度；另 一 方 面 当２个

用户共同打分过的物品较少甚至只有１个时，仅仅

利用这些少量的打分信息来判断用户之间的相似度

显然是不够准确的．而在推荐系统中，其数据的高稀

疏性是其最大的特点，２个用户之间共同打分过 的

物品集合Ｉｓｔ往 往 都 比 较 少 甚 至 为 空，因 此，采 用 上

述方法计算得到的相似度不够可靠，为了解决这个

问题，本文采用一种新的特征表示模型来挖掘用户
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以及物品的特征信息，然后用这些特征信息来计算

相似度，我们将在２．２节讨论如何提取特征．

Ｔａｂｌｅ　１　Ｍｅａｓｕｒｅｓ　ｏｆ　Ｓｉｍｉｌａｒｉｔｙ［３１］

表１　相似度的计算方法［３１］

Ｍｅａｓｕｒｅｓ　 Ｅｘｐｒｅｓｓｉｏｎ

Ｃｏｓｉｎｅ
Ｓｉｍｉｌａｒｉｔｙ

ｓｉｍ（ｓ，ｔ）＝
∑
ｉ∈Ｉｓｔ

ＴｓｉＴｔｉ

∑
ｉ∈Ｉｓｔ

Ｔ２槡 ｓｉ ∑
ｉ∈Ｉｓｔ

Ｔ２槡 ｔｉ

Ｐｅａｒｓｏｎ
Ｃｏｒｒｅｌａｔｉｏｎ
Ｃｏｅｆｆｉｃｉｅｎｔ

ｓｉｍ（ｓ，ｔ）＝
∑
ｉ∈Ｉｓｔ

（Ｔｓｉ－珡Ｔｓ）（Ｔｔｉ－珡Ｔｔ）

∑
ｉ∈Ｉｓｔ

（Ｔｓｉ－珡Ｔｓ）槡 ２ ∑
ｉ∈Ｉｓｔ

（Ｔｔｉ－珡Ｔｔ）槡 ２

Ｃｏｎｓｔｒａｉｎｅｄ
Ｐｅａｒｓｏｎ
Ｃｏｒｒｅｌａｔｉｏｎ
Ｃｏｅｆｆｉｃｉｅｎｔ

ｓｉｍ（ｓ，ｔ）＝
∑
ｉ∈Ｉｓｔ

（Ｔｓｉ－Ｔｍｅｄ）（Ｔｔｉ－Ｔｍｅｄ）

∑
ｉ∈Ｉｓｔ

（Ｔｓｉ－Ｔｍｅｄ）槡 ２ ∑
ｉ∈Ｉｓｔ

（Ｔｔｉ－Ｔｍｅｄ）槡 ２

２．２　特征信息的提取

在本节我们将介绍图１中的特征表示模块，该

部分用来提取用户与物品的特征以便计算它们的相

似度．
设ｎ 个 用 户 对ｍ 个 物 品 的 评 分 矩 阵 为Ｔ∈

Ｒｎ×ｍ，用户的特征信息矩阵为Ｕ∈Ｒｎ×ａ，其中第ｕ行

的ａ维行向量Ｕｕ 表示第ｕ个用户的特征信息向量，

ａ为一个较小的指定的特征信息维度；同样地，用矩

阵Ｖ∈Ｒｍ×ｂ表示全部物品的特征信息矩阵，ｂ表示物

品特征信息的维度．我们将通过二次回归模型用第

ｕ个用户的特征信息Ｕｕ 以及第ｖ个 物 品 的 特 征 信

息Ｖｖ 去拟合评分Ｔｕｖ．
在传统的二次回归模型中，对于特征向量ｘ，其

对应的监督值ｙ通过表达式去拟合：

ｙ^＝ｚ＋∑
ｌ

ｉ＝１
ｗｉｘｉ＋∑

ｌ－１

ｉ＝１
∑
ｌ

ｊ＝ｉ＋１
Ｗｉｊｘｉｘｊ， （１）

其中，ｚ表示常 数 项 系 数，ｗ表 示 一 次 项 系 数，Ｗ 表

示二次项系数，ｌ则表示向量ｘ的维度．则在本文的

模型中，显然有ｘ＝（Ｕｕ，Ｖｖ），ｙ＝Ｔｕｖ，于是得到：

Ｔ^ｕｖ ＝ｚ＋∑
ａ

ｉ＝１
ｗｉＵｕｉ＋∑

ｂ

ｊ＝１
ｗｊ＋ａＶｖｊ＋

∑
ａ－１

ｉ＝１
∑
ａ

ｊ＝ｉ＋１
ＷｉｊＵｕｉＵｕｊ＋∑

ｂ－１

ｉ＝１
∑
ｂ

ｊ＝ｉ＋１
Ｗｉ＋ａ，ｊ＋ａＶｖｉＶｖｊ＋

∑
ａ

ｉ＝１
∑
ｂ

ｊ＝１
Ｗｉ，ｊ＋ａＵｕｉＶｖｊ， （２）

我们令：

ｐｕ ＝∑
ａ

ｉ＝１
ｗｉＵｕｉ＋∑

ａ－１

ｉ＝１
∑
ａ

ｊ＝ｉ＋１
ＷｉｊＵｕｉＵｕｊ， （３）

ｑｖ ＝∑
ｂ

ｊ＝１
ｗｊ＋ａＶｖｊ＋∑

ｂ－１

ｉ＝１
∑
ｂ

ｊ＝ｉ＋１
Ｗｉ＋ａ，ｊ＋ａＶｖｉＶｖｊ，（４）

可以观察到，ｐｕ 只和用户ｕ有关，ｑｖ 只和物品ｖ有

关，于是我们得到最终的二次回归模型：

Ｔ^ｕｖ ＝ｚ＋ｐｕ＋ｑｖ＋∑
ａ

ｉ＝１
∑
ｂ

ｊ＝１
ＷｉｊＵｕｉＶｖｊ， （５）

注意到此处我们重新定义Ｗ∈Ｒａ×ｂ．式（５）表示用户

ｕ对物品ｖ的评分可近似由１个全局常数ｚ、１个与

用户有关的常数ｐｕ、１个与物品有关的常数ｑｖ、以及

他们的特征元素之间的两两乘积的加权和组成．所

以，我们可以令ｚ为整个数据集评分的 均 值，令ｐｕ
为用户ｕ的全部评分的均值，令ｑｖ 为物品ｖ被评分

的均值，即：

ｚ＝ （∑
ｕ，ｖ
δｕｖＴｕｖ）（∑

ｕ，ｖ
δｕｖ）， （６）

ｐｕ ＝ （∑
ｖ
δｕｖＴｕｖ）（∑

ｖ
δｕｖ）， （７）

ｑｖ ＝ （∑
ｕ
δｕｖＴｕｖ）（∑

ｕ
δｕｖ）， （８）

其中，当Ｔｕｖ＝０时表示用户ｕ对物品ｖ的评分不存

在，此时δｕｖ＝０，否则δｕｖ＝１．
根据式（５）我们可以得到模型的拟合误差：

Ｌ＝ １２∑ｕ，ｖδｕｖ（Ｔｕｖ－Ｔ^ｕｖ）
２ ＝ １２∑ｕ，ｖδｕｖ（Ｔｕｖ－

ｚ－ｐｕ－ｑｖ－∑
ａ

ｉ＝１
∑
ｂ

ｊ＝１
ＷｉｊＵｕｉＶｖｊ）２， （９）

优化式（９）使得Ｌ最小即可得到我们所需的特

征信息矩阵Ｕ 和Ｖ．我们利用随机梯度下降法求解，
并设学习率为η，我们得到参数更新公式：

　Ｗｉｊ＝Ｗｉｊ－η∑
ｕ，ｖ

［δｕｖ（Ｔ^ｕｖ －Ｔｕｖ）ＵｕｉＶｖｊ］， （１０）

Ｕｕｉ＝Ｕｕｉ－η∑
ｖ

［δｕｖ（Ｔ^ｕｖ －Ｔｕｖ）∑
ｂ

ｊ＝１
ＷｉｊＶｖｊ］，（１１）

Ｖｖｊ＝Ｖｖｊ－η∑
ｕ

［δｕｖ（Ｔ^ｕｖ －Ｔｕｖ）∑
ａ

ｉ＝１
ＷｉｊＵｕｉ］．（１２）

下面给出本文提取特征的算法的伪代码，如算

法１所示：
算法１．特征提取算法．
输入：评分矩阵Ｔ、参数ｎ，ｍ，ａ，ｂ，η；
输出：矩阵Ｕ，Ｖ．
① 随机初始化Ｗ，Ｕ，Ｖ；

② 根据式（６）计算ｚ；

③ｆｏｒ　ｕ＝１ｔｏ　ｎｄｏ
④ 　根据式（７）计算ｐｕ；

⑤ｅｎｄ　ｆｏｒ
⑥ｆｏｒ　ｖ＝１ｔｏ　ｍｄｏ
⑦ 　根据式（８）计算ｑｖ；

⑧ｅｎｄ　ｆｏｒ
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⑨ｒｅｐｅａｔ

⑩ 　根据式（５）更新矩阵︵Ｔ；

瑏瑡 　根据式（１０）更新矩阵Ｗ；

瑏瑢 　根据式（１１）更新矩阵Ｕ；

瑏瑣 　根据式（１２）更新矩阵Ｖ；

瑏瑤ｕｎｔｉｌ　ｃｏｎｖｅｒｇｅｎｃｅ．
在步骤瑏瑢中，为防止更新Ｕ 的值所需要的Ｗ 是

本轮更新后的，可以利用临时变量记住上一轮更新

后的Ｗ，同理步骤瑏瑣更新Ｖ也可以采用同样的策略．
最终得到Ｕ，Ｖ 矩阵即可表示为用户和物 品 的

特征信息矩阵，然后利用表１中的相似度算法就能

够得到用户以及物品的特征信息相似度．
２．３　图模型的构建

在本节我们将介绍图１中的图模型模块，将２．２
节计算得到的相似度与用户的评分信息结合构建出

一个无向图，利用它来计算最终的聚类结果．
在我们的图模型中，所有的顶点由用户和物品

组成，边则分别由３部分构成：用户相似度、物品相

似度以及用户对物品的评分．另外，为了强调高评分

在图中的重要性，有变换函数：

ｆ（Ｔｕｖ）＝（１＋ｅ－τ（Ｔｕｖ－Ｔｍｅｄ））－１， （１３）
其中，Ｔｍｅｄ表示评分制的中值，τ为超参数．该函数的

作用是将中值映射为权重值０．５，当评分高于中 值

时，表示用户对该物品有喜欢的倾向，因此在聚类中

应该有较高权重，但同时弱化高评分之间的差距，比
如４分与５分的权重差距显然应该小于４分与３分

之间的差距，同理，评分小于中值时应该具有较低的

权重，且同样需要弱化低评分之间的权重差距．
因此，该图模型的构建过程如下：

１）ｎ个用户与ｍ 个物品组成ｎ＋ｍ 个节点，用

户节点编号为１，２，…，ｎ，物品节点表示为编号ｎ＋
１，ｎ＋２，…，ｎ＋ｍ，第ｖ个物品编号为ｎ＋ｖ；

２）用 户ｕ 与 物 品ｖ 之 间 边 的 权 值 定 义 为

Ｗｕ（ｎ＋ｖ）＝ｆ（Ｔｕｖ）；

３）用户ｉ与用户ｊ之间边的权值定义为Ｗｉｊ＝
α×ｓｉｍ（Ｕｉ，Ｕｊ），其中α表示放 缩 因 子，其 目 的 是 为

了均衡用户评分所转化的权值与根据相似度得到的

权值之间的差异，函数ｓｉｍ（Ｕｉ，Ｕｊ）表示用户ｉ与用

户ｊ之间的特征信息相似度，可以采用表１中的相

似度算法计算，本文采用的是余弦相似度算法；

４）物 品ｉ与 物 品ｊ 之 间 边 的 权 值 定 义 为

Ｗ（ｎ＋ｉ）（ｎ＋ｊ）＝β×ｓｉｍ（Ｖｉ，Ｖｊ），函 数ｓｉｍ（Ｖｉ，Ｖｊ）表 示

物品ｉ与物品ｊ之间的特征信息相 似 度，参 数β也

是放缩因子，为了平衡物品相似度与评分权值之间

的差异．
通过上述步骤构建好图模型后，便得到该无向

图的权值矩阵Ｗ∈Ｒ（ｎ＋ｍ）×（ｎ＋ｍ），下面讨论如何利用

它得到最终的聚类结果．
２．４　聚类结果的计算

假设 最 终 的 聚 类 分 组 个 数 为ｃ，我 们 采 用 一 种

评价制度，每个用户和物品都对这ｃ个分 组 进 行 评

价，然后我们根据评价情况将用户和物品分配到它

们倾向的分组中去．为了找到上述问题的解，定义评

价矩阵Ｐ＝（ ）ＱＲ ∈Ｒ（ｎ＋ｍ）×ｃ，其中Ｑ∈Ｒｎ×ｃ，Ｒ∈Ｒｍ×ｃ．

矩阵Ｑ中的元素Ｑｉｊ表示用户ｉ对第ｊ组的评价，正
值表示积极的评价，用户可能对该组的物品感兴趣；
否则为负值则用户对该组的物品持有消极评价，对

该组物品不感 兴 趣 或 厌 恶．同 理，矩 阵Ｒ中 的 元 素

Ｒｉｊ表示物品ｉ对第ｊ组的评价．
显然，在２．３节的图模型中，权值越大的边对应

的２个顶点，表明用户对该物品更加关注或者用户

之间、物品之间更加相似，它们应该更有可能被分在

同一组中，即它们在矩阵Ｐ中对应的２行行向量近

似．有损失函数：

ε（Ｐ）＝∑
ｉ，ｊ
Ｗｉｊ Ｐｉ－Ｐｊ ２． （１４）

本文利用Ｂｅｌｋｉｎ等人［３２］的方法来求解式（１４），

首先我们定义对角型矩阵Ｄ∈Ｒ（ｎ＋ｍ）×（ｎ＋ｍ），其 元 素

Ｄｉｉ为矩阵Ｗ 的第ｉ行之和，即：

Ｄｉｉ ＝∑
ｎ＋ｍ

ｊ＝１
Ｗｉｊ， （１５）

则将式（１４）展开并经过一定的线性变换，得到：

ε（Ｐ）＝２ｔｒ（ＰＴ（Ｄ－Ｗ）Ｐ）． （１６）

因此，要使得ε（Ｐ）最 小，则 只 需 要 找 到 一 个 矩

阵Ｐ，使其满足ＰＴ（Ｄ－Ｗ）Ｐ的迹最小．为了使得最

优化问题式（１４）有解并且使得解空间的维度不低于

ｃ，我们对矩阵Ｐ进行限制：

ＰＴＤＰ＝Ｉ． （１７）

经过上述讨论，聚类结果的评价矩阵Ｐ的求解

转化为求解满足式（１７）的矩阵Ｐ，使得ＰＴ（Ｄ－Ｗ）Ｐ
的迹最小．根 据 文 献［３２］，这 样 的 矩 阵Ｐ应 当 是 由

矩阵Ｄ－Ｗ 的前ｃ个非０最小特征根对应的特征向

量组成 的．则 可 以 根 据（Ｄ－Ｗ）ｐ＝λＤｐ 求 得 矩 阵

Ｄ－Ｗ 的广义特征 根，其 中ｐ为 广 义 特 征 根λ对 应

的广义特征向量．最后，将前ｃ个非０最小特征根对

应的特征向量组成的矩阵Ｐ即为所求．
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得到用户和物品的评价分布矩阵后，再根据评

价值的大小确定某个用户或者物品所属的分组．在

本文的算法中，只要用户或者物品对某个分组持有

正的评价值，则将该用户或者物品分配到该分组中

去，这样便得到了最终的聚类结果．
２．５　推荐结果的生成

如图２所示，图２（ａ）表示非聚类的协同过滤算

法生成推荐结果的流程，它直接将原始的用户评分

矩阵通过协同过滤算法进行计算，得到用户对其他

物品的预测评分从而进行推荐；而在基于聚类的协

同过滤算法中，如图２（ｂ）所 示，首 先 利 用 聚 类 算 法

对原始的用户评分矩阵进行聚类，得到若干聚类分

组，然后对每个聚类分组分别使用传统推荐方法得

到在这些分组上的推荐结果，最后，将所有分组得到

的推荐结果进行汇总即得到最终的推荐结果．在将

各个分组上的推荐结果汇总的过程中，由于聚类算

法允许１个用户或者物品属于多个分组，因此可能

会存在１个用户与１个物品同时属于２个不同分组

但是预测得分不同，本文的处理方式为选择用户评

价得分较高分组上的预测得分作为最终结果．

Ｆｉｇ．２　Ｔｈｅ　ｆｒａｍｅｗｏｒｋ　ｏｆ　ｔｈｅ　ＣＦ　ａｎｄ　ｃｌｕｓｔｅｒｉｎｇ　ＣＦ　ｍｅｔｈｏｄ
图２　协同过滤算法与聚类的协同过滤算法的推荐框架

３　实验评估

３．１　数据集

本文的实验将使用３个公开数据集来检验聚类

模型的性能：

１）ＭｏｖｉｅＬｅｎｓ－１００Ｋ
由于大部分推荐系统规模较小，这类系统的数

据表现为数据少、用户平均打分数量中等，因此本文

选用了ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集，它来自于ＭｏｖｉｅＬｅｎｓ
网站上的用户对电影的打分数据，包含９４３个用户

对１　６８２部电影作品的近１００　０００条评分记录，用户

的打分均为不大于５的正整数．
２）ＭｏｖｉｅＬｅｎｓ－１Ｍ
部分推荐系统较为成熟，积累了一定的用户，但

是物品品种类较为固定，因此此类推荐系统表现为

用户量较多、商品数量较少、平均用户打分次数多．针
对该系统的特点，本文选用了 ＭｏｖｉｅＬｅｎｓ－１Ｍ数据集，
它与 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集来源相同，不同的是它

更晚发布且拥有了更多的用户与更多的评分记录，它

包含了６０４０个用户对３９５２部电影的１０００２０９条评分

数据，且每个用户都至少对２０部电影进行了打分．
３）Ｅｐｉｎｉｏｎｓ
某些推荐系统表现为用户量与商品量都是庞大

的，但是却只有很少的评分记录，很难从中分析用户

喜好，因此，本文选用了Ｅｐｉｎｉｏｎｓ数据集，该数据集

包含了２２　１６６个 用 户 对２９６　２７７个 商 品 的 打 分 信

息，显然，它比前２个数据集要大得多，但是，该数据

集有很多用户打分次数较少以及很多物品缺乏有价

值的评分信 息，因 此，本 文 对 该 数 据 集 进 行 了 预 处

理，将打分次数低于１０次的用户从数据集中移除，

同样地，将被打分次数少于１０次的商品也移除，最

后，得到了２１１０９个用户对１３９５７件商品的４３３５０７条

评分数据．
这３个 数 据 集 的 统 计 信 息 如 表２所 示．其 中，

Ｓｐａｒｓｉｔｙ表示评 分 矩 阵 中 空 元 素（未 评 分）所 占 的

比例，即：

Ｓｐａｒｓｉｔｙ＝ １－ Ｒａｔｉｎｇｓ
Ｕｓｅｒｓ×（ ）Ｉｔｅｍｓ ×１００％．
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Ｔａｂｌｅ　２　Ｔｈｅ　Ｓｔａｔｉｓｔｉｃｓ　ｏｆ　ｔｈｅ　Ｔｈｒｅｅ　Ｄａｔａｓｅｔｓ
表２　３个数据集的统计信息

Ｄａｔａｓｅｔ　 Ｕｓｅｒｓ　 Ｉｔｅｍｓ　 Ｒａｔｉｎｇｓ　 Ｒａｔｉｎｇｓ　ｐｅｒ　Ｕｓｅｒ　 Ｒａｔｉｎｇｓ　ｐｅｒ　Ｉｔｅｍ　 Ｓｐａｒｓｉｔｙ?％

ＭｏｖｉｅＬｅｎｓ－１００Ｋ ９４３　 １　６８２　 １００　０００　 １０６．４　 ５９．４５　 ９３．７０

ＭｏｖｉｅＬｅｎｓ－１Ｍ ６　０４０　 ３　９５２　 １　０００　２０９　 １６５．６　 ２５３．０９　 ９５．８１

Ｅｐｉｎｉｏｎｓ　 ２１１０９　 １３　９５７　 ４３３　５０７　 ２０．５４　 ３１．０６　 ９９．８５

　　从表２可以看出，ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集规模

最小；ＭｏｖｉｅＬｅｎｓ－１Ｍ 数 据 集 平 均 用 户 打 分 次 数 最

高，意味 着 信 息 更 加 丰 富；而Ｅｐｉｎｉｏｎｓ数 据 集 最 为

稀疏，有着庞大的用户与物品量却拥有着较低的打

分数量．
３．２　评估指标

在实验性能的评估上，本文分别从预测性能与

推荐性能２个方面进行测试．
１）在预测性能上．本文采用推荐系统领域内比

较常用的平均绝对误差（ｍｅａｎ　ａｂｓｏｌｕｔｅ　ｅｒｒｏｒ，ＭＡＥ）
指标，其表达式为

ＭＡＥ ＝ １Ｎ∑ｉ，ｊ ｜Ｔｉｊ－Ｔ^ｉｊ｜
，

其中，Ｎ 表示测试数据的个数，Ｔｉｊ表 示 测 试 数 据 中

用户ｉ对物品ｊ的真实评分，Ｔ^ｉｊ表示利用推荐算法

得到的预测 评 分．显 然，ＭＡＥ 值 越 低，表 示 预 测 的

结果与用户的真实情况更接近，算法性能越好．
２）在推荐性能上．本文采用ＴｏｐＫ 推荐方法，

即从预测结果中选 出 预 测 评 分 最 高 的Ｋ 个 物 品 并

排序，然后比较选出的这Ｋ 个物品与测试集中用户

最喜爱的Ｋ 个物品的吻合程度．采用的评估指标为

归一化折损累积增益（ｎｏｒｍａｌｉｚｅｄ　ｄｉｓｃｏｕｎｔｅｄ　ｃｕｍｕ－
ｌａｔｉｖｅ　ｇａｉｎ，ＮＤＣＧ），对用户ｕ，其对应ＮＤＣＧ计算为

ＮＤＣＧ＠Ｋ ＝ １
ＩＤＣＧ ∑

ｍｉｎ（Ｋ，Ｎｕ）

ｉ＝１

２ｒｉ－１
ｌｂ（ｉ＋１）

，

其中，Ｎｕ 表示测试集中用户ｕ的评分数量，当模型

推荐 结 果 的 第ｉ个 物 品 出 现 在 测 试 集 中 用 户 的

ＴｏｐＫ 列 表 中 时，ｒｉ＝１，否 则ｒｉ＝０．ＩＤＣＧ（ｉｄｅａｌ
ｄｉｓｃｏｕｎｔｅｄ　ｃｕｍｕｌａｔｉｖｅ　ｇａｉｎ）为常 量，表 示 完 美 推 荐

时的累积增益，其表达式为

ＩＤＣＧ＠Ｋ ＝ ∑
ｍｉｎ（Ｋ，Ｎｕ）

ｉ＝１

１
ｌｂ（ｉ＋１）

，

对所有用户的ＮＤＣＧ求平均值，即为最终的评估指

标，显然，ＮＤＣＧ值越大，表示模型性能越好．
３．３　评估方法与对比算法

如图２（ｂ）所示，利用本文算法进行推荐的过程

是先将用户以及物品进行聚类，再在每个不同的聚

类小组上调 用 其 他 协 同 过 滤 推 荐 算 法 得 到 推 荐 结

果．因此，本文对比方法为采用不同的聚类算法进行

分组，然后在各种算法得到的聚类分组上调用同一

种协同过滤推荐算法来对比最终的预测性能和推荐

性能．
在协同过滤推荐算法的选择上，本实验选择了

当下较为主流的推荐系统所采用的算法，包括２个

基于内存的协同过滤算法以及４个著名的基于模型

的协同过滤算法：

１）Ｉｔｅｍ－Ｂａｓｅｄ（ＩＢ）［７］．其基本思想是 预 先 根 据

所有用户的历史偏好数据计算物品之间的相似性，然
后把与用户喜欢的物品相类似的物品推荐给用户．
２）Ｕｓｅｒ－Ｂａｓｅｄ（ＵＢ）［６］．该 算 法 与Ｉｔｅｍ－Ｂａｓｅｄ

算法类似，不同之处在于该算法计算的是用户之间

的相似度．
３）ＳＶＤ［１４］．该 算 法 是 基 于ＳＶＤ 矩 阵 分 解 算

法，将评分矩阵分解为多个矩阵的乘积，最后将利用

这些矩阵的乘积预测用户的评分．
４）ＮＭＦ［１５］．和ＳＶＤ方 法 类 似，不 同 的 是 它 将

原始评分矩阵分解为２个矩阵的乘积．
５）ＭＭＭＦ［１６］．该算 法 也 是 一 种 矩 阵 分 解 模 型

的算法，由于其具有较好的推荐性能而被广泛采用．
６）ＮＰＣＡ［１７］．该 算 法 在 文 献［１７］中 被 提 出，它

拥有着更高的预测准确度．
在聚类算法的选择上，本文采用４种算法来与

本文方法进行对比：

１）ＵｓｅｒＣｌｕ（ＵＣ）．它 是 单 侧 聚 类 算 法，该 算 法

基本思想是利用ｋ－ｍｅａｎｓ算法对数据集进行基于用

户的聚类，将用户分成多个组．
２）ＩｔｅｍＣｌｕ（ＩＣ）．该算法与ＵｓｅｒＣｌｕ算法类似，

不同之处在于该算法是利用ｋ－ｍｅａｎｓ算法对物品进

行聚类．
３）ＣｏＣｌｕｓｔ（ＣｏＣ）［２９］．它是双侧协同聚类算法，

其思想是将用户与物品进行联合聚类，但是１个用

户或者１个物品只能属于１个分组．
４）ＭＣｏＣ［３０］．它 是 双 侧 多 类 协 同 聚 类 算 法，它

和ＣｏＣｌｕｓｔ算法思想 一 致，不 同 之 处 在 于 该 算 法 允

许１个物品或者用户属于多个分组，这一点与本 文
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的算法一致，这也更符合现实情况：１个用户可能对

多个领域感兴趣．

Ｆｉｇ．３　Ｔｈｅ　ｅｖａｌｕａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｆ　ｔｈｅ　ｐｒｅｄｉｃｔｉｏｎ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｎ　ＭｏｖｉｅＬｅｎｓ－１００Ｋ
图３　在 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集上的预测性能测试结果

３．４　参数设置

在进行实验之前，需要对本文模型有关参数进

行设置．
１）在特征提取阶段．用户特征维度ａ和物品特

征维度ｂ与具体的数据集有关，在 ＭｏｖｉｅＬｅｎｓ－１００Ｋ
数据集中，我 们 设 置ａ＝１６，ｂ＝１８；在 ＭｏｖｉｅＬｅｎｓ－
１Ｍ数据集中，我们设置ａ＝２０，ｂ＝１８；在Ｅｐｉｎｉｏｎｓ
数据集中，我们设置ａ＝２４，ｂ＝２２；在学习率的设置

上，在３个数据集中均为η＝０．０１．
２）在图模型构建阶段．参数τ＝１．５，由于３个

数据集的评分制度都是１～５分的整数，因此有评分

制中值Ｔｍｅｄ＝３．参数α与β是为了均衡评分权重与

相似度权重之间的差异，而且，不同数据集相似度取

值情 况 也 有 所 不 同，在 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数 据 集 中

α＝１．３，β＝１．３；在 ＭｏｖｉｅＬｅｎｓ－１Ｍ 数 据 集 中α＝
１．１，β＝１．２；在Ｅｐｉｎｉｏｎｓ数据集中α＝１．９，β＝１．５．

３）在聚类计算阶段．聚类分组个数ｃ是实验中

的控制因素，我们主要考查在不同分组下本文模型

与其他算法性能优劣．
４）在性能评估阶段．由于大部分推荐系统都采

用的Ｔｏｐ１０推荐，因此，评测指标ＮＤＣＧ的Ｋ 值在

３个数据集上均取Ｋ＝１０．
关于上述参数的选择原因及其对模型性能的影

响，本文将在３．７节进行讨论．
３．５　实验结果

在本文的实验中，我们将３个公开数据集都分

成２部分，随机 选 取８０％的 数 据 作 为 训 练 数 据，剩

下的２０％作为测试数据，用来检测算法的预测和推

荐性能．测试方法为先固定分组的个数，然后利用上

述４种聚类算法对训练数据集进行分组，然后对所

有算法得到的分组结果中选用同一种协同过滤推荐

算法进行预测或推荐，统计各个算法的ＭＡＥ值与

ＮＤＣＧ 值．由于矩阵分解模型的结果与分解的维度

有 关，因 此，实 验 中 分 别 对 ＳＶＤ，ＮＭＦ，ＭＭＭＦ，

ＮＰＣＡ算法的 分 解 维 度 进 行 了 不 同 的 设 置 并 进 行

实验，在所有不同纬度下取得的性能中，记录最好的
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一个来作为与本文方法的对比结果．
１）在数据集 ＭｏｖｉｅＬｅｎｓ－１００Ｋ上的测试

由于 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数 据 集 规 模 最 小，因 此

分组不易过多，否则由于数据过度分散导致信息丢

失严重．在参数设置方面，本文通过多个分组规模测

试，选取了最优效果较为集中的分组区间（５～３０组）．
预测性能的测 试 结 果 如 图３所 示，６个 子 图 分

别表示了６种不同协同过滤算法下的测试结果，在

每个子图中，我们对比了包括本文算法在内的５种

聚类算法在不同分组个数情况下的预测性能，横轴

表示分组个数，纵轴表示测试指标ＭＡＥ值，每个子

图中的水平虚线（基准线）表示了在不分组的情况下

直接使用协同过滤算法得到的 ＭＡＥ值，也即使用

图２（ａ）的方法得到的结果．
从图３中可以看出，当分组较少时，各不同聚类

算法差别不太明显，但是随着分组个数的增多，本文

算法的优势越来越突出，分组数为２０左右时，除了

ＮＰＣＡ算法以外，在其他算法上都表现出了明显的

性能优势．验证了本文的算法能够很好地应对小规

模的推荐系统，提升它们的预测性能．
在Ｔｏｐ１０推荐性能测试中，我们的实验结果如

图４所示：

Ｆｉｇ．４　Ｔｈｅ　ｅｖａｌｕａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｆ　ｔｈｅ　Ｔｏｐ１０ｒｅｃｏｍｍｅｎｄａｔｉｏｎ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｎ　ＭｏｖｉｅＬｅｎｓ－１００Ｋ
图４　在 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集上的Ｔｏｐ１０推荐性能测试结果

　　从实验结果可以看出，除了在图３（ｃ）中推荐性

能比 ＭＣｏＣ稍差以外，本文聚类模型在其他算法的

测试上均取得了较好的推荐性能．另外，对比图３与

图４我们注意到，采用Ｉｔｅｍ－ｂａｓｅｄ推荐算法虽然预测

性能不高，但是推荐性能却比较好，相反采用ＮＰＣＡ
推荐算法虽然取得了最高的预测性能，但是推荐效

果却很差，经分析，我们认为出现这种“反常”现象的

原因除了算法本身特点外，还包括数据集特点与推

荐规 则 等 原 因．首 先，分 析 表２可 知 ＭｏｖｉｅＬｅｎｓ－
１００Ｋ数据集平均用户打分数量在１０６左右，则测试

集中打分数约为２０，这些评分中为５分的显然就更

少了（不足１０个），因此，用户Ｔｏｐ１０列表中会包含

很多低分物品，而我们的推荐规则只推荐高分物品，
这导致用户列表中多数物品无法被推荐到，因此推

荐性能取决于对测试集中仅有的若干高分物品的预

测准确度，尽管ＮＰＣＡ算法ＭＡＥ值较低，但是有可
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能其对高分物品的评估存在一定误差，从而导致预

测性能 好 反 而 推 荐 效 果 不 理 想，另 一 方 面，Ｉｔｅｍ－
ｂａｓｅｄ推荐效 果 好 的 原 因，则 是 由 于 基 于 物 品 相 似

度的推荐往往符合用户的心理，相似的物品往往更

容易引起用户注意，尽管Ｉｔｅｍ－ｂａｓｅｄ方法会将原本

低评分却与高评分物品相似的物品预测为高分并推

荐（预测性能较差），但该物品可能正好被用户因为

与其喜欢的物品相似而购买或者关注（尽管用户购

买后不喜欢），因 而 在 测 试 集 高 分 物 品 不 足 的 情 况

下，Ｉｔｅｍ－ｂａｓｅｄ推荐算法可能会起到不错的效果．
尽管ＮＤＣＧ指标会出现上述“反常”现象，但仍

然被众多推荐系统作为重要指标之一，因为它只关

注算法对高分物品的预测准确度，而不必关心对低

分物品 是 否 也 有 准 确 的 预 测，这 正 是“推 荐”所 需

要的．
２）在数据集 ＭｏｖｉｅＬｅｎｓ－１Ｍ上的测试

ＭｏｖｉｅＬｅｎｓ－１Ｍ 数 据 集 与 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数

据源一致，区别在于前者数据规模更大，并且平均每

个用户打分数与平均每个物品被打分次数在３个数

据集里都是最高的．该测试用来检验本文算法在数

据信息相对丰富的情况下的性能．我们在该数据集

上做 了 同 ＭｏｖｉｅＬｅｎｓ－１００Ｋ一 致 的 实 验，预 测 性 能

实验 结 果 与 Ｔｏｐ１０推 荐 性 能 实 验 结 果 分 别 如 图５
和图６所示．

Ｆｉｇ．５　Ｔｈｅ　ｅｖａｌｕａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｆ　ｔｈｅ　ｐｒｅｄｉｃｔｉｏｎ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｎ　ＭｏｖｉｅＬｅｎｓ－１Ｍ
图５　在 ＭｏｖｉｅＬｅｎｓ－１Ｍ数据集上的预测性能测试结果

　　从图５实验结果可以看出，在数据集打分数量

足够多的情况下，各个算法都表现出一定的稳定性，
说明足够多的评分数能够帮助各聚类算法更加准确

地捕捉用户和物品的特征，降低不同算法之间的差

异．尽管如此，从实验结果来看本文算法所带来的预

测性能提升与其他算法相比仍然是有优势的．另一

方面，通过观察图６的推荐结果也证实了上述分析：

与图４相比，图６中各算法的推荐性能差异也变得

较小，波 动 幅 度 在０．０３左 右．但 是 本 文 模 型 以 及

ＭＣｏＣ与其他聚类模型相比仍然取得了 微 弱 优 势，
另外，图６的实验结果也没有出现“反常”现象，正是

由于测试集评分足够多，在用户的Ｔｏｐ１０列表中几

乎都是高分物品，因此，预测性能越好一定程度上可

以反映出推荐性能较好．
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Ｆｉｇ．６　Ｔｈｅ　ｅｖａｌｕａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｆ　ｔｈｅ　Ｔｏｐ１０ｒｅｃｏｍｍｅｎｄａｔｉｏｎ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｎ　ＭｏｖｉｅＬｅｎｓ－１Ｍ
图６　在 ＭｏｖｉｅＬｅｎｓ－１Ｍ数据集上的Ｔｏｐ１０推荐性能测试结果

３）在数据集Ｅｐｉｎｉｏｎｓ上的测试

在所有３个 数 据 集 中，Ｅｐｉｎｉｏｎｓ数 据 集 规 模 最

为庞大，该数据集稀疏率也是最高的，我们利用该数

据集检验本文算法在应对大规模数据时的性能，实

验结果如图７和图８所示．
从图７的预测结果可以看出，大部分算法的预

测结果 ＭＡＥ 值 都 在０．８５以 上，和 在 ＭｏｖｉｅＬｅｎｓ－
１Ｍ数据集上的０．７５相比性能大打折扣，说明该数

据集大的稀疏性使得各个算法都难以捕捉用户物品

的特征，预测准确度降低，即使增大分组个数，能够

发掘的有效信息也是有限的，无法大幅度提升准确

度，但是本文的算法依然能够发掘比其他算法更多

的信息，提升了更大的预测性能，在所有同类算法中

表现优异．验证了本文算法也能够应对具有高稀疏

性数据的推荐系统．
但是另一方面，观察图８可以发现，各个算法的

ＮＤＣＧ指标 都 在０．２０～０．２５之 间，随 着 分 组 个 数

增大多数算法的推荐性能呈现无规律波动，且波动

幅度达到０．１左右，通过分析表２我们认为，造成这

种情况的原因是由于该数据集用户评分太少，只有

平均２０个左右，因此测试集中用户评分的物品数往

往只有一两个甚至没有，这使得所有算法都难以正

确推荐出测试集中的物品，即使增大分组个数也不

一定能够提升推荐性能．
３．６　实验结果的总结和分析

在３．１节所述的３个不同数据集上的实验中，

从实验结果图３、图５、图７对比各个算法的预测性

能可以得到６个结论：

１）图３、图５以及图７中大部分实验结果都位

于基准线下方，这表示通过聚类得到的推荐结果要

比无聚类的要好，说明通过聚类的方式能够提升协

同过滤算法的预测准确度．
２）基于特征 的 协 同 聚 类 算 法 在 所 有３个 数 据

集上都有杰出的表现，证明了该算法在预测功能上

的有效性．
３）在３个数据集上本文算法与 ＭＣｏＣ同其他

聚类算法如 ＵＣ与ＩＣ等相比，有更好地表现．原因

是数据集的高稀疏性使得仅仅使用ｋ－ｍｅａｎｓ进行聚
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Ｆｉｇ．７　Ｔｈｅ　ｅｖａｌｕａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｆ　ｔｈｅ　ｐｒｅｄｉｃｔｉｏｎ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｎ　Ｅｐｉｎｉｏｎｓ
图７　在Ｅｐｉｎｉｏｎｓ数据集上的预测性能测试结果

类不能够得到理想的结果，并且双侧聚类算法能够

获得比单侧聚类更多的信息．
４）虽然 ＭＣｏＣ算法也能够提升不错的预测性

能，但 是 从 实 验 结 果 上 来 看，本 文 的 算 法 总 是 比

ＭＣｏＣ更好一些，说明加入用户之间以及 物 品 之 间

的相似性联系比单纯的依赖用户对物品的打分进行

聚类能够得到更好的结果，能够利用更多的数据本

身带来的信息．
５）当分组数较少时，所有聚类算法的性能差别

不大，有的聚类后的性能要比不聚类的协同过滤算

法还要差．这说明较少的分组不能够完全区分用户

以及物品的 特 点，分 类 不 够 准 确，当 分 组 个 数 适 当

时，大部分聚类后的预测性能都有明显提升．
６）分 组 不 易 过 多，所 有 的 实 验 中 当 分 组 过 大

时，在折线图中都表现出了上升的趋势，意味着继续

增大分组个数可能会得到更差的结果．原因可能是

分组数太多，导致数据过度分散，丢失了过多的数据

之间的联系，因此导致性能下降．
另一方面，观察实验结果图４、图６以及图８对

比各个算法的推荐性能，我们有得到３个结论：

１）在 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集上，ＮＤＣＧ指标

值大约在０．３～０．４５之 间；在 ＭｏｖｉｅＬｅｎｓ－１Ｍ 上 则

提升至０．４１～０．４８之间；而在Ｅｐｉｎｉｏｎｓ数据集上，
则只有０．２～０．２５．在通过观察表２的数据集统 计

信息后，我们认为数据集中用户的打分数量一定程

度上影响各个算法的推荐性能，打分数量越少，ＴｏｐＫ
推荐时测试集包含的低分物品就会越多，而这些物

品一般不会 被 推 荐 到，因 此 推 荐 性 能 就 会 变 差，显

然，评分数量越多，越有可能获得准确的推荐．
２）尽管数据 集 的 特 征 对 模 型 推 荐 性 能 产 生 一

定的影响，但是在３个数据集上本文模型都取得了

不错的推荐效果，经本节分析，推荐性能很大程度上

取决于对测试集中高分物品的预测准确度，而本文

模型在聚类过程中，评分越高越有可能出现在一个

聚类结果中，因此，本文模型对于高分物品的预测准

确度有一定的保障，从实验结果也可以看出，正是由

于该原因，ＭＣｏＣ算法也保持着高预测准 确 度 以 及

高推荐准确度．
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Ｆｉｇ．８　Ｔｈｅ　ｅｖａｌｕａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｆ　ｔｈｅ　Ｔｏｐ１０ｒｅｃｏｍｍｅｎｄａｔｉｏｎ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｎ　Ｅｐｉｎｉｏｎｓ
图８　在Ｅｐｉｎｉｏｎｓ数据集上的Ｔｏｐ１０推荐性能测试结果

３）在所有３个数据集上，本文模型取得最佳推

Ｆｉｇ．９　Ｔｈｅ　ｉｍａｇｅ　ｏｆ　ｔｈｅ　ｍａｐｐｉｎｇ　ｆｕｎｃｔｉｏｎ　ｗｉｔｈ　ｄｉｆｆｅｒｅｎｔτｖａｌｕｅ
图９　不同τ值对应的映射函数图像

荐性能时（ＮＤＣＧ值 最 大）在 聚 类 结 果 上 所 用 的 推

荐算 法 均 为Ｉｔｅｍ－ｂａｓｅｄ，说 明 在 推 荐 性 能 上，Ｉｔｅｍ－
ｂａｓｅｄ算法最 简 单 也 最 为 有 效，因 为 它 总 是 推 荐 和

用户兴趣相似的物品，但是由于该原因，导致Ｉｔｅｍ－
ｂａｓｅｄ算法的推荐结果缺乏多样性［２９］．

通过以上对预测性能与推荐性能的分析，我们

可以认为，本文模型能够有效处理不同特点的推荐

系统，提升它们的预测性能与推荐性能．
３．７　参数的影响

在本节，我们将讨论本文实验所采用３．４节参数

设定的原因，主要讨论参数ａ，ｂ，τ，α，β对模型性能的

影响，以下涉及实验的部分均采用ＭＡＥ指标．
首先分析参数τ，它是式（１３）中的参数，该函数

将评分映射成图模型中边的权重，我们分别选取不

同的τ值来观察它将评分映射为权重的情况，如图９

０２５１ 计算机研究与发展　２０１８，５５（７）



所示．从图９可以 看 出，当 参 数τ＝１．５时，１～５分

的映射权重比较 合 理，既 弱 化 了 高 分 间 的 差 距，又

不至于像τ＝２．５时 那 样 差 距 过 小，当τ过 小 比 如

τ＝０．５时，可以发 现 映 射 后 的 权 值 基 本 还 是 线 性

关系，没有起到弱化高分之间的差距的作用．
参数α与β是为了平衡图模型中上述函数映射

的权重与基于相似度的权重之间的差异，当τ＝１．５
时，评分为５分时映射后的权重最大，为０．９５，由于

相似 度 的 最 大 值 可 能 大 于０．９５，也 可 能 远 小 于

０．９５，因此需要用α与β去平衡这种差异．
参数α对模型性能的影响情况如表３所示，除了

α外，其他参数同３．４节相同，从表３我们可以看出，

在 ＭｏｖｉｅＬｅｎｓ－１００Ｋ数据集上，本模型在不同推荐算

法下取得最佳性能的α约为１．３，在 ＭｏｖｉｅＬｅｎｓ－１Ｍ
数据集上取得最佳性能的α约为１．１，而在Ｅｐｉｎｉｏｎｓ
数据集上就需要α达到１．９．在３个数据集上，ＭＡＥ
值都随着α的增大而呈现先降低后升高的趋势，说

明α过小会降低用户相似度的重要性，而导致聚类

效果变差；如果α过大时，聚类主要取决于用户相似

度了，因此模型退化为基于用户的聚类模型．同理可

以分析，当β过大时，模型就退化为基于物品的单侧

聚类模型，而表４的实验结果也证实了这一分析，观
察表４可 以 发 现，取 得 最 好 性 能 时 的β值 与 我 们

３．４节所设置的一致．

Ｔａｂｌｅ　３　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ＭＡＥＲｅｓｕｌｔｓ　ｗｉｔｈ　Ｄｉｆｆｅｒｅｎｔαｏｎ　Ｔｈｒｅｅ　Ｄａｔａｓｅｔｓ
表３　不同α值在３个数据集上的ＭＡＥ

Ｍｅｔｈｏｄ
ＭｏｖｉｅＬｅｎｓ－１００Ｋ（ｃ＝２０） ＭｏｖｉｅＬｅｎｓ－１Ｍ（ｃ＝２５） Ｅｐｉｎｉｏｎｓ（ｃ＝３０）

α＝１．１α＝１．２α＝１．３α＝１．４α＝１．５α＝０．９α＝１．０α＝１．１α＝１．２α＝１．３α＝１．７α＝１．８α＝１．９α＝２．０α＝２．１

ＩＢ　 ０．７３８　２　０．７３４　２　０．７３５　５　０．７３７　８　０．７４２　１　０．７３０　１　０．７２６　４　０．７２１　４　０．７２４　９　０．７２８　３　０．８５１　３　０．８４８　９　０．８４２　４　０．８４５　８　０．８４８　７

ＵＢ　 ０．７４９　７　０．７４５　０　０．７４２　２　０．７４６　４　０．７５０　１　０．７３７　３　０．７３４　８　０．７３０　４　０．７３５　５　０．７３８　９　０．８３８　７　０．８３５　６　０．８３７　１　０．８４２　４　０．８４７　６

ＳＶＤ　 ０．７３８　７　０．７３２　４　０．７３０　６　０．７３６　８　０．７４１　０　０．７３０　３　０．７２７　４　０．７２３　６　０．７２６　３　０．７２９　７　０．８２８　５　０．８２４　６　０．８２０　８　０．８２３　０　０．８２６　６

ＮＭＦ　 ０．７４１　２　０．７３６　７　０．７３７　９　０．７３９　０　０．７４４　７　０．７３７　２　０．７３４　４　０．７３１　０　０．７２７　１　０．７３１　１　０．８３７　９　０．８３４　５　０．８３２　１　０．８３５　８　０．８３９　２

ＭＭＭＦ　 ０．７５２　５　０．７４８　８　０．７４６　７　０．７５０　１　０．７５５　６　０．７２６　０　０．７２２　３　０．７２３　６　０．７２５　４　０．７２７　６　０．８３８　０　０．８３４　４　０．８３１　６　０．８３７　７　０．８４１　３

ＮＰＣＡ　 ０．７５４　０　０．７５０　２　０．７４８　８　０．７４７　４　０．７４９　３　０．７２８　９　０．７２４　５　０．７２２　９　０．７２６　６　０．７２９　１　０．８３９　６　０．８３５　１　０．８３３　７　０．８３６　４　０．８３８　５

　　Ｎｏｔｅ：Ｔｈｅ　ｂｅｓｔ　ｅｘｐｅｒｉｍｅｎｔａｌ　ｒｅｓｕｌｔｓ　ｂｙ　ｓｅｔｔｉｎｇ　ｄｉｆｆｅｒｅｎｔαｖａｌｕｅｓ　ｕｎｄｅｒ　ｔｈｅ　ｓａｍｅ　ｄａｔａ　ｓｅｔ　ａｎｄ　ｒｅｃｏｍｍｅｎｄａｔｉｏｎ　ａｌｇｏｒｉｔｈｍ　ａｒｅ　ｉｎ　ｂｏｌｄ．

Ｔａｂｌｅ　４　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ＭＡＥＲｅｓｕｌｔｓ　ｗｉｔｈ　Ｄｉｆｆｅｒｅｎｔβｏｎ　Ｔｈｒｅｅ　Ｄａｔａｓｅｔｓ
表４　不同β值在３个数据集上的ＭＡＥ结果对比

Ｍｅｔｈｏｄ
ＭｏｖｉｅＬｅｎｓ－１００Ｋ（ｃ＝２０） ＭｏｖｉｅＬｅｎｓ－１Ｍ（ｃ＝２５） Ｅｐｉｎｉｏｎｓ（ｃ＝３０）

β＝１．１β＝１．２β＝１．３β＝１．４β＝１．５β＝１．０β＝１．１β＝１．２β＝１．３β＝１．４β＝１．３β＝１．４β＝１．５β＝１．６β＝１．７

ＩＢ　 ０．７３４　８　０．７３２　１　０．７３５　５　０．７３８　４　０．７４３　０　０．７２６　８　０．７２４　７　０．７２１　４　０．７２３　３　０．７２５　９　０．８４８　６　０．８４４　７　０．８４２　４　０．８４３　８　０．８４７　７

ＵＢ　 ０．７４８　９　０．７４５　３　０．７４２　２　０．７４３　６　０．７４８　５　０．７３２　５　０．７２８　７　０．７３０　４　０．７３３　７　０．７３６　８　０．８４１　５　０．８３９　２　０．８３７　１　０．８３５　６　０．８３８　９

ＳＶＤ　 ０．７３７　６　０．７３１　１　０．７３０　６　０．７３３　７　０．７３８　１　０．７２９　７　０．７２６　４　０．７２３　６　０．７２２　１　０．７２７　８　０．８２８　４　０．８２３　７　０．８２０　８　０．８２２　９　０．８２６　０

ＮＭＦ　 ０．７４４　６　０．７４０　３　０．７３７　９　０．７３９　２　０．７４３　８　０．７３７　１　０．７３２　４　０．７３１　０　０．７３３　９　０．７３８　２　０．８３８　７　０．８３４　８　０．８３２　１　０．８３１　０　０．８３４　３
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　　最后，我们简单讨论参数ａ和ｂ对模型性能的

影响，该参数控制着特征提取过程中用户特征与物

品特征的维度，实验结果如表５和表６所示．可以看

出，随着特征维度的增长，模型性能提升较快，直到

达到最好性能，但是继续增大维度，ＭＡＥ值就会缓

慢上升．分析认为，当维度较低时，特征提取不完全，

没有很好的区分度，导致相似度计算不准确；当维度

较高时，有可能会出现过拟合现象，因此模型性能缓

慢下降．从实验结果可以看出，取得最好性能时的特

征维度正如３．４节所设置．

１２５１张　飞等：一种基于特征的协同聚类模型
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４　总　　结

本 文 提 出 了 一 种 新 的 基 于 特 征 的 协 同 聚 类 模

型，它通过从用户评分信息中提取用户以及物品的

特征，并将其应用在聚类过程中以提高聚类准确度，

从而提高协同过滤算法的预测性能与推荐性能．本

文模型首先通过二次回归模型发掘用户与物品的特

征，然后通过一个图模型将用户物品的特征与用户

对物品的评分等信息综合起来，从中计算出最终聚

类结果．经过在３个真实的数据集上从预测性能与

推荐性能２个方面来进行测试，实验结果有效地验

证了本文模型的确能够更好地提升协同过滤算法的

预测性能与推荐性能．在今后的工作中，我们考虑将

这种从用户评分矩阵中发掘用户物品特点的方式进

行拓展，添加一些其他信息来更准确地发掘用户和

物品的特征，也能更进一步提升本文模型的性能．
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